
第  51 卷  第  6 期
2026 年  6 月

Vol.51 No.6
Jun. 2026

武 汉 大 学 学 报（ 信 息 科 学 版 ）

Geomatics and Information Science of Wuhan University

融合规则方法和机器学习的居民出行目的
识别方法

柯日宏 1 肖 亮 1 赵大郅 1 李胜楠 1 王 璞 1

1 中南大学交通运输工程学院，湖南  长沙，410075

摘  要：针对手机定位数据缺乏语义信息的问题，探索手机用户出行目的识别方法，有助突破手机定位数据应用的局限

性。当前出行目的识别的研究中普遍存在数据量不足、数据类型单一和非通勤出行目的识别效果不理想等问题。基于

大规模、长周期的手机定位数据和多源时空数据，提出一种融合规则方法和机器学习的居民出行目的识别框架。首先，

基于规则方法提取用户职住信息，进而识别出通勤出行目的；然后，使用兴趣面数据识别部分非通勤出行目的；最后，构

建 K-Prototypes-XGBoost 模型识别剩余非通勤出行目的。模型综合建成环境、用户属性、活动属性和用户历史活动等多

源时空数据，构建特征变量，能够有效地捕捉个体出行习惯与行为模式。研究结果表明，所提方法能够较为准确地识别

手机用户出行目的；与 5 种基准方法进行对比，K-Prototypes-XGBoost 模型预测非通勤出行目的效果最好。利用 K-

Prototypes 模型提取相似出行行为的人群再进行预测，能够进一步提高模型性能和可解释性。
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Abstract： Objectives: Aiming at the lack of semantic information in mobile phone data, the method for 
identifying the trip purposes of mobile phone users is explored to break through the limitations of mobile 
phone data application. Methods: This paper proposes a framework for identifying the trip purposes of resi⁃
dents by combining a rule-based approach and machine learning utilizing large-scale and long-term mobile 
phone data and multi-source spatiotemporal data. The home and work locations of users are first analyzed 
using the rule-based approach to identify commuting trips. The area of interest data are then used to identi⁃
fy the purposes of some non-commuting trips. Finally, The K-Prototypes-XGBoost model is used to iden⁃
tify the purposes of other non-commuting trips. The proposed model constructs feature vectors based on 
multi-source spatiotemporal data, including built environment, user attributes, activity attributes and his⁃
torical activity of user, to capture the travel behavior habits and patterns of individuals. Results: Compara⁃
tive experiments on known trip-purpose activity data from May 1st to 31st, 2023 show that, without intro⁃
ducing spatiotemporal features of historical activity of user and clustering information, extreme gradient 
boosting （XGBoost）  outperforms adaptive boosting， random forest， gradient boosting decision tree, and 
artificial neural network, achieving accuracy of 73.2%, precision of 74.3%, recall of 73.2%, and F1-score 
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of 74.3%. After introducing spatiotemporal features of historical activity of user, the prediction perfor⁃
mance of all five models is significantly improved, with the average accuracy, precision, recall, and F1-
score increasing by 24.2%, 21.2%, 24.1%, and 23.0%, respectively. On this basis, the proposed K-Pro⁃
totypes-XGBoost model further improves the prediction performance by incorporating user clustering infor⁃
mation. Compared with the conventional XGBoost model, its accuracy, precision, recall, and F1-score in⁃
crease by 2.7%, 1.5%, 2.7%, and 2.8%, respectively, and all four evaluation metrics reach 91.5%, indi⁃
cating the best overall performance in identifying non-commuting trip purposes from large-scale, long-
term mobile phone data. The confusion matrix further reveals that the proposed model performs best in 
identifying medical activities, with an accuracy of 94.7%, whereas dining activities exhibit the lowest recogni⁃
tion accuracy of 88.4%. The main misclassifications occur among leisure and entertainment, dining, and 
shopping activities, because these activities often share highly overlapping spatiotemporal characteristics 
and are frequently located within the same commercial complexes or adjacent areas. Conclusions: By inte⁃
grating rule-based inference with the K-Prototypes-XGBoost model, this paper provides an effective solu⁃
tion for recovering the semantic information of trip purposes from mobile phone data. The proposed frame⁃
work enables a more complete reconstruction of trip purpose chains and promotes the transformation of mo⁃
bile phone data applications from mobility pattern description to semantic understanding of travel behavior, 
thereby supporting finer-grained urban transport planning and human activity analysis.
Key words： mobile phone data； travel purpose； travel chain； built environment； machine learning

探索城市居民出行目的需求的空间分布规

律，并研究其与人口结构［1］、土地利用［2］和交通设

施分布［3］的关系，是洞察人地交互规律、解构城市

复杂系统的基础［4］。手机定位数据具有样本量

大、精度高、时效性强和采集成本低等优点，弥补

了传统问卷调查和出行日志等数据的不足，为居

民出行行为研究提供了新的视角。但是，手机定

位数据因缺少语义信息，如出行链、出行目的、活

动类型、时空特征等，不能直观反映居民出行目

的和活动规律［5］。因此，通过轨迹数据处理技术

和出行目的识别后的手机定位数据能够反映居

民出行行为和活动规律，为优化城市资源配置和

交通管理决策提供参考依据［6］。

目前出行目的识别方法主要分为 3 类：基于

规则的方法、基于概率的方法和机器学习方法。

基于规则的方法是基于特定环境和已有数据设

置不同的规则来推测出行目的［7-9］。文献［7］基于

荷兰 1 104 名志愿者的出行数据，使用兴趣点

（point of interest，POI）和土地使用数据构建规则

来推测 7 种类别的出行目的；文献［10］基于加拿

大安大略省 23 527 人的出行调查数据，使用规则

模型与多项 Logit 模型相结合的方法预测居家、

工作和其他 3 种出行目的，预测精度分别为 90%、

96% 和 91%；文献［5］提出职住距离的近邻匹配

方法来识别居家/回家和上学/上班活动，准确率

分别达到 100% 和 89.8%。由于居民出行模式在

不同环境中有所不同，需要花费大量的精力重新

校准并设定阈值来制定新的规则。基于概率的

方法比基于规则的方法更加灵活，因为其同时考

虑到目的之间时空关联，对研究人员的主观知识

依赖性小［11］。文献［12-13］提出兼顾时间和空间

的规则，并集成到统计算法中，然后根据行程终

点与 POI 集群的距离估计每个 POI 的概率来判

断出行目的；文献［14］引入了一个多项逻辑回归

模型，分析纽约高密度地区的 49 名受访者出行数

据，将出行目的分为基于居住地活动和非居住地

的活动，最后分类准确率分别为 67% 和 78%；文

献［15］通过时间和空间规则筛选出用户停留点

附近候选的出行目的，然后使用重力模型计算概

率来确定用户最终的出行目的，识别准确率为

43%。随着数据可访问性和计算能力的提升，基

于机器学习的方法逐渐成为主流，如决策树［16-17］、

随机森林（random forest，RF））［18］、极端梯度提升

（extreme gradient boosting，XGBoost）［5，19］、神 经

网络［20-21］等。文献［16-17］使用决策树模型预测

出行目的，但是准确率都无法超过 80%。相比之

下，文献［18］使用 RF 模型预测 156 人一周的出行

目的，准确率高达 84.4%。后来许多研究也证明

RF 在预测出行目的识别方面表现突出［22-23］。文

献［5］提出基于时空密度聚类与规则的出行链提

取算法，使用 XGBoost 模型预测非通勤出行目

的，准确率达到 87.6%；文献［19］基于社交媒体签

到数据，采用 XGBoost 模型对用户个体的活动进

行识别，识别准确率为 87%；文献［21］利用人工
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神经网络和粒子群优化算法从 GPS 数据中预测

出行目的，准确率达到 96.5%；文献［20］利用家

庭出行调查数据、历史推特等数据，采用贝叶斯

神经网络方法预测多种出行目的，不同出行目的

预测的准确率在 69.36%~90.52%。

当前，在出行目的识别方面的不足表现为数

据量不足、精度低、时间周期短和数据类型单一。

当前研究对于非通勤出行目的预测效果不理想，

多数研究侧重于使用地理信息数据构建特征变

量，较少研究能够综合考虑建成环境、活动属性

和用户属性构建特征来预测非通勤出行目的。

忽略用户历史活动的时空信息以及相似社会经

济属性的用户具有高度相似的出行行为。因此，

本文采用湖南省长沙市大规模、高精度的手机定

位数据和多源时空数据，弥补当前研究数量不

足、数据类型单一等问题，并将基于规则的方法

和机器学习方法融合，提出了居民出行目的识别

框架。首先，在出行链提取的基础上，基于规则

方法提取用户职住信息，进而识别出通勤出行目

的；然后，结合兴趣面（area of interest，AOI）数据

识别部分非通勤出行目的，提升了非通勤出行目

的识别的全面性与准确性；最后，综合多源时空

数据，如建成环境、用户属性、活动属性和用户历

史活动时空信息，构建特征变量，构建 K-Proto⁃
types-XGBoost 模型来预测剩余的非通勤出行目

的。模型将用户历史活动时空分布特征纳入特

征构建过程，能够更准确地反映用户的出行行

为，有效地提升非通勤出行目的识别的准确率。

其次，利用 K-Prototypes 聚类算法［24-25］提取相似

出行行为的群体，为每个不同群体分别构建 XG⁃
Boost 模型来识别非通勤出行目的，这一过程有

效挖掘了群体间的相似性，增强了非通勤出行目

的识别方法的准确性和可解释性。

1　出行目的识别方法

本文所提出行目的识别框架如图 1 所示。首

先，提取用户的停留点，以实现完整的出行链构

建；其次，开展活动特征分析，挖掘用户的出行特

征；然后，基于居民活动特征识别职住信息，在此

基础上进一步识别居民通勤出行目的；最后，对

非通勤出行目的进行精细化识别。

图 1　本文模型框架

Fig.  1　Framework of the Proposed Method
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1.1　出行链提取

针对时空精度不均匀的手机轨迹数据进行

出行链重构，识别出手机用户的停留点和经过

点，其中主要通过空间阈值和时间阈值识别停留

点。空间阈值是用户在一个位置停留时的游走

距离，与定位误差有关［26］。考虑到本文使用的手

机定位数据定位误差在 10~50 m，将停留点的游

走距离设为 100 m。时间阈值是用户在一个位置

的最小停留时间，通过在一个停留点观察到的第

一条和最后一条记录之间的持续时间来衡量，本

文的时间阈值设置为 10 min。停留点的所有记录

的中心点作为停留的空间位置。具体的过程

如下：

1）初始化。轨迹点序列为 ( p1，p2，…，pn )，对
应的时间序列为 ( t1，t2，…，tn )，其中每个轨迹点 pi

包含经纬度坐标 ( xi，yi )和时间戳 ti。

2）计算距离。使用地理距离计算函数计算

两个点之间的距离：

d ( pi,pj )= g ( ( xi,yi ),( xj,yj ) ) （1）
式中，d ( pi，pj )为轨迹点 pi 和 pj 之间的地理距离；

g ( ∙ ) 表 示 地 理 测 地 距 离 计 算 函 数 ；( xi，yi ) 和
( xj，yj )分别是 pi 和 pj 的地理坐标。

3）质心计算。设当前停留点的质心为 o，其
坐标 ( xo，yo )的计算式为：

xo = 1
|| S ∑

pk ∈ S

xk （2）

yo = 1
|| S ∑

pk ∈ S

yk （3）

式中，S 为当前候选停留点包含的轨迹点集合，| S |
为集合 S 中轨迹点的数量；pk 为集合 S 中的第 k 个

轨迹点，其坐标为 ( xk，yk )。
4）判断停留点。初始化停留点集合 S start =

{ p1}，质心 o start = ( x 1，y1 )，起始时间 tstart = t1。对

于 第 i 个 轨 迹 点 pi，计 算 质 心 o 到 轨 迹 点 pi 的

距离：

d ( o,pi )= g ( ( xo,yo ),( xi,yi ) ) （4）
若 d ( o，pi ) ≤ 100 m，则将 pi 加入集合 S，并更

新 质 心 o，否 则 ，计 算 集 合 S 持 续 时 间 tduration =
ti - 1 - tstart，若持续时间 tduration ≥ 10 min，则记录停

留点，并将 pi 作为新的起点，继续上述过程。

停留点识别示例如图 2 所示，其中灰色点代

表手机用户移动轨迹，点 p3~p7 形成一个停留点

S1，S1 满足时间阈值（t7− t3 ≥10 min）和空间阈值

（S1 停留半径为 100 m）。

1.2　通勤出行目的识别

通勤出行是指从居住地往返工作地的出

行［27］，出行目的包含回家和上班，因此需要先识

别用户的居住地和工作地位置。手机用户的居

住地/工作地位置通常由手机用户在夜间/白天

停留时长最大［28］和停留次数［29］最多的位置确定。

因此，本文将研究区域划分为 300 m×300 m 的网

格［26］，该尺度的网格既能覆盖大部分居住区，又

能适应较小尺度的工作区，同时能够在误差控制

和计算效率之间取得平衡。计算手机用户从 19
时至次日 8 时在每个网格及其 8 个相邻网格中的

总停留时长，将该时段内停留时长最大的网格中

心标记为用户居住地。将工作日 8 时至 19 时之

间的活动位置定义为候选工作地，计算手机用户

在每个网格及其 8 个相邻网格中的总停留时长，

限制用户在每周内访问其工作停留区域的次数

不得少于 3 次，对于有明确居住地位置的用户，候

选工作停留点与居住地的距离要大于 500 m［26］。

当候选工作停留区域满足上述条件时，将网格中

心标记为工作地。进一步将居住地/工作地所在

的 300 m×300 m 网格及其 8个相邻网格中的活动

视为基于居住地/工作地的活动，如在用户的居住

地附近发生的一些购物、娱乐、医疗活动被视为基

于居住地的活动，这些活动通常在用户居住社区

进行，相应的移动一般不被视为通勤出行［7］。

1.3　非通勤出行目的识别

1.3.1　基于 AOI 识别非通勤出行目的

非通勤出行目的通常包含休闲娱乐、购物、

医疗、餐饮和生活服务，推断难度较大。许多研

究发现，活动位置选择与周边的土地利用及设施

类型具有高度相关性［7］。本文采集大型休闲娱

乐、购物、医院、餐饮设施、生活服务的 AOI 数据，

将活动的经纬度坐标与大型设施多边形进行空

间位置匹配来识别非通勤出行目的。

1.3.2　基于 K⁃Prototypes⁃XGBoost算法识别用户

非通勤出行目的

许多未知目的活动无法通过 AOI 数据确定，

图 2　停留点识别示例图

Fig.  2　Stay Point Identification of Mobile Phone User
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这些活动既没有 Wi-Fi 信息记录，也不位于 AOI
内。为了获得用户完整的出行目的活动链，本文

提出基于 K-Prototypes-XGBoost 模型来预测剩

余非通勤出行目的，模型主要分为 3 个部分：

1）构建特征变量

考虑到出行目的预测难度较大，当前许多研

究提出的预测模型大多考虑了多源时空数据和

机器学习模型来提高预测准确率［5-7，19，22-23］。诸多

研究发现，个体在某一地点所进行的活动与该地

点的建成环境密切相关，因此，本文采用活动周

围各类 POI 的数量来表征建成环境特征。此外，

个体的社会经济属性也对其活动有较大的影

响［23］。年龄、性别、教育水平、收入水平、是否拥

有汽车、是否有子女以及居住地的网格坐标等信

息用于表征手机用户的社会经济属性特征。研

究发现，不同的活动存在时空异质性［6，11，30］，如不

同活动的发生时间、持续时长、出行距离、与居住

距离和活动所在的位置都存在一定的差异。值

得一提的是，用户的历史出行特征对出行目的识

别、需求预测有很大的帮助，因此本文将个体历

史活动时空信息作为模型的输入特征。综上所

述，本文基于建成环境、用户属性、活动属性和用

户历史活动时空特征构建特征变量。

2）基于 K-Prototypes的用户聚类

考虑到用户信息包括多种类型特征，而多数

聚类方法如 K-Means、K-Modes 仅能处理单一类

型的特征［24，31］，本文使用 K-Prototypes 算法［24-25］对

用户信息进行聚类，提取相似出行行为群体。具

体流程如下：

步骤 1：建立用户特征集合。用户集合 X =
{ X 1，X 2，⋯，Xn }，属 性 集 合 A={ A r

1，A r
2，⋯，

A r
p，A c

p + 1，A c
p + 2，⋯，A c

m }。每个用户含有 m 个属

性，前 p 种为数值型，其余为分类型。

步骤 2：初始化聚类中心。在初始阶段会随

机选择 k 个数据点作为初始聚类中心，满足簇

C = { C 1，C 2，⋯，Ck } 且 Ci ∩ Cj = ∅，U k
I = 1 CI =

X ( i，j = 1，2，⋯，k；i ≠ j )。簇 CI 聚类中心为 zI =
( zr

I，zc
I )，数值型和分类型属性的聚类中心分别为

zr
I =( zr

I，1，zr
I，2，⋯，zr

I，p )，zc
I =( zc

I，p + 1，zc
I，P + 2，⋯，zc

I，m )。
步骤 3：计算数据点 xi 至聚类中心 zI 距离并

重新划分样本点。混合类型的数据距离定义为：

d ( xi,zI )= ∑
j = 1

p

( xi,j
r - zI,j

r )2 + γ ∑
t = p + 1

m

δ ( xc
i,t,zc

I,t )

（5）

δ ( xc
i,t,zc

I,t )=ì
í
î

1,xc
i,t ≠ zc

I,t

0,xc
i,t = zc

I,t

（6）

式中，参数 γ 用来调整分类型属性的权重。得到

所有 d ( xi，zI ) 后，将 xi 划分到距离最近的簇中。

分别计算 CI 中数据点的各数值属性均值以及各

分类属性众数，更新聚类中心 zI。

步骤 4：重复步骤 3，直到满足终止条件。K-

Prototypes算法最小化目标函数为：

F = ∑
I = 1

k

∑
i = 1

n

uIi d ( xi,zI ) （7）

式中，判断系数 uIi ∈ { 0，1 }，且 ∑
I = 1

k

uIi = 1（1 ≤ i ≤

n），0 < ∑
i = 1

n

uIi < n（1 ≤ I ≤ k）。当 uIi = 1 时，表示

第 i 个对象属于第 I 个类；当 uIi = 0 时，则不属于

第 I 个类。若满足收敛的条件或超过最大的迭代

次数，流程终止。

3）基于 XGBoost的出行目的预测

XGBoost 是一种基于梯度提升的机器学习

算法，其核心思想是将多个弱学习器的预测结合

起来形成一个强学习器［32］。XGBoost 具有可扩

展性强、运行速度快等优点，尤其适用于处理庞

杂的数据集。本文基于上述构建的特征变量作

为输入特征，为每一个簇构建 XGBoost 模型并预

测出行目的，其中，将已知目的活动作为训练集，

预测剩余未知目的活动。

2　研究区概况及数据说明

2.1　研究区概况

本文研究区选择长沙市，作为湖南省省会城

市，长沙市拥有超过 1 000 万的常住人口，是一个

人口密集、人口结构多样且社会经济发展较快的

城市，在湖南省及全国范围内均属于重要的交

通、经济、文化中心。长沙市在出行需求方面的

复杂性和多样性，来源于其庞大且多元化的人口

结构，包括不同年龄、性别、职业、收入水平和教

育背景的居民群体。此外，长沙市的城市化进程

加快，伴随着交通基础设施的发展和变化，出行

模式和需求不断演变。因此，长沙市在人口规

模、空间分布、交通网络以及社会经济特征等方

面为本文提供了丰富的数据基础，成为探索出行

目的和行为模式的理想城市案例。

2.2　数据说明

本文采用长沙市 2023-05-01—2023-05-31 的

手机用户轨迹数据，记录了 11 319 998个手机用户
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的 123 亿条时空间信息，定位误差约为 10~50 m。

对于每个移动电话用户，平均每 20 min 收集一次

位置数据，其中约有 20% 的位置信息由 Wi-Fi 设
备收集生成，记录该位置所在的 POI 信息。此

外，本文收集了手机用户的性别、年龄、收入水

平、受教育程度、是否有车等社会经济属性信息，

以及 POI、人口数据、行政区划数据。手机定位数

据和用户属性信息通过软件开发工具包采集，

POI 数据通过高德地图 API 开放接口获取，街道

尺度人口数据通过红黑人口库获取。

手机定位数据预处理包括：（1）对于同一用

户在同一时刻的多条手机定位数据，仅保留一

条有效记录。本文通过位移距离异常检测和位

移速度异常检测等手段剔除错误位置记录，异

常数据的处理阈值被设为：距离阈值 3 000 m，速

度阈值 120 km/h［33］。（2）为满足研究的数据需求，

筛选出连续一个月每天 12 h 有空间位置记录且

包含社会经济属性信息的用户轨迹数据，提取出

704 591 个用户。（3）对手机用户 ID 脱敏处理，将

其空间位置记录按时间排序，构建手机用户轨迹

数据记录。

3　实验结果

3.1　特征说明

本文选取 5 个建成环境特征、9 个用户个人信

息特征、4 个活动属性和 2 个用户历史活动时空特

征构建特征变量。对类别变量采用独热编码［34］，

剩余变量标准化处理，如表 1 所示。

3.2　活动聚类结果

通过 K-Prototypes 聚类算法计算在不同 K 值

情况下的误差平方和来选取最佳用户聚类数，如

图 3 所示。由图 3 可以看出，随着 K 值的增加，误

差平方和逐渐减小；当 K=7 时，误差平方和的下

降幅度变得平缓，表明聚类结果趋于稳定，未再

出现明显变化的拐点。因此，本文选择的最佳的

用户聚类数为 7。
3.3　模型测试结果

采用 2023-05-01—2023-05-31 一个月已知出

表 1　特征说明

Table 1　Feature Description

特征

建成环境

用户个人

信息

活动属性

历史活动

类别

休闲娱乐

购物

医疗

餐饮

生活服务

年龄段

学历

是否有孩子

性别

是否有车

收入水平

消费水平

是否有工作

居住地经纬度网格坐标

活动时长

活动开始时间

至家距离

活动所在经纬度网格坐标

用户当前活动所在网格各目的历史

出行次数

用户当前活动所在时段各目的历史

出行次数

特征描述

活动点 200 m 范围内休闲娱乐 POI数量

活动点 200 m 范围内购物 POI数量

活动点 200 m 范围内医疗 POI数量

活动点 200 m 范围内餐饮 POI数量

活动点 200 m 范围内生活服务 POI数量

{20~24 岁：0,25~29 岁：1,30~34 岁：2,35~39 岁：3,40~44 岁：4,45~49 岁：5,
50~54 岁：6,55~59 岁：7,60~64 岁：8,65~69 岁：9,70~74 岁：10,75~79 岁：11,

80~84 岁：12,85 岁以上：13}
{低：0,中：1,高：2}
{无孩：0,有孩：1}

{女：0,男：1}
{无车：0,有车：1}

{低：0,中：1,高：2}
{低：0,中：1,高：2}

{无工作：0,有工作：1}
地理坐标系：WGS84
连续变量，单位为 min

{凌晨 0 时—6 时：0，早晨 6 时—8 时：1，上午 8 时—11 时：2,中午 11 时—13 时：3，
下午 13 时—17 时：4，傍晚 17 时—18 时：5，晚上 18 时—24 时：6}

连续变量，单位为 km
地理坐标系：WGS84

连续变量

连续变量

1278



第  51 卷第  6 期 柯日宏等：融合规则方法和机器学习的居民出行目的识别方法

行目的活动数据，验证 K-Prototypes-XGBoost 算
法预测非通勤出行目的可行性，其中，K-Proto⁃
types 聚类的参数 K 设置为 7，训练集与测试集比

例设为 8∶2。计算不同实验设置下模型预测结果

的准确率、精确率、召回率和 F1 分数。在对比实

验中使用了五折交叉验证，并以各折的评价指标

平均值进行对比验证。同时，利用混淆矩阵进一

步分析模型在不同活动类别上的识别表现，并对

主要的误识别原因进行探讨。

为比较不同模型在出行目的识别中的性能

差异，并验证用户历史活动时空特征和用户聚类

信息对模型识别效果的提升作用，本文开展了对

比分析。首先，在不添加用户历史活动时空特征

和用户聚类信息的情况下，将自适应增强（adap⁃
tive boosting，AdaBoost）、RF、梯度提升决策树

（gradient boosting decision tree，GDBoost）、人工

神经网络（artificial neural network，ANN）和 XG⁃
Boost 5 种模型的预测结果进行对比分析，结果如

图 4 所示。由图 4（a）可以看出，XGBoost 模型性

能最优，准确率为 73.2%、精确率为 74.3%、召回

率为 73.2%、F1 分数为 74.3%。由图 4（b）可以看

出，在添加用户历史活动时空特征和不添加用户

聚类信息的情况下，5 种模型的预测结果对比分

析显示，添加用户历史活动时空特征能够有效提

高预测准确率，5 种模型的平均准确率、精确率、

召 回 率 和 F1 分 数 分 别 提 高 了 24.2%、21.2%、

24.1% 和 23.0%。由图 4（c）可以看出，在添加用

户历史活动时空特征和用户聚类信息的情况下

提出 K-Prototypes-XGBoost，并与 XGBoost 模型

的预测结果进行对比分析，发现使用 K-Proto⁃
types 算法对用户聚类、提取具有相似出行行为特

征的人群后，模型对出行目的的预测性能得到进

一步提高，其中准确率、精确率、召回率和 F1 分数

分别提高了 2.7%、1.5%、2.7% 和 2.8%。因此，

从大规模、长周期的手机定位数据中识别用户的

非通勤出行目的时，K-Prototypes-XGBoost 模型

性能最优，4 个评价指标的值均为 91.5%。

利用混淆矩阵进一步分析 K-Prototypes-XG⁃
Boost 模型在不同非通勤出行目的类别上的识别

表现，如表 2 所示。

图 4　不同模型预测结果比较

Fig.  4　Prediction Results Comparison of Different Models

图 3　误差平方和与簇数的关系

Fig.  3　Sum of Squared Errors Under Different Numbers 
of Clusters
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由表 2 可以看出，尽管所提模型在整体上表

现良好，其中医疗活动的识别准确率高达 94.7%，

但休闲娱乐、餐饮和购物活动样本间出现了较多

的误识别情况，识别准确率较低，其中餐饮活动

识别准确率最低，为 88.4%。对这些误识别的样

本进行深入分析，发现它们的时空特征具有较高

的重叠性，其中，休闲娱乐（电影院、游戏厅等）、

购物场所、餐厅通常位于同一商业综合体或邻近

区域，不存在明显的界限，导致基于空间特征的

区分较为困难。用户可能在相似的时间和空间

条件下进行休闲娱乐、餐饮和购物活动，导致这

些活动类别的时空信息相似度较高，进而影响了

模型的识别准确性。

4　结　语

本文利用长沙市 2023-05 704 591 个用户的

手机定位数据，综合多源时空信息，提出了融合

规则方法和机器学习的居民出行目的识别框架，

能够较为准确地识别居民出行目的。其中，针对

非通勤出行目的识别难度较大的问题，本文将聚

类技术与机器学习算法相结合，构建了 K-Proto⁃
types-XGBoost 模型，有效地提升了非通勤出行

目的识别的准确性和可解释性。研究结果表明，

与常用的 5 种方法进行对比，K-Prototypes-XG⁃
Boost 模型预测非通勤出行目的效果最好，准确

率、精确率、召回率、F1 分数均高达 91.5%。所提

模型在不同出行场景下具有较高的泛化能力和

适用性，能够有效提升非通勤出行识别的可靠

性。此外，发现用户历史活动的时空特征是提高

模型性能的关键因素，考虑该特征的 5 种模型 4
个评价指标提升均超过 20%。与 XGBoost 相比，

K-Prototypes-XGBoost 模型先对用户聚类，提取

相似出行行为的人群，在此基础上预测出行目的

能够进一步提高模型性能和可解释性，验证了聚

类技术与机器学习算法结合的有效性。

在大数据时代，许多研究从各种数据源调查

居民出行行为时，遇到了轨迹数据丰富而活动信

息贫乏的困境。本文基于大规模手机定位提出

了精度较高的出行目的识别方法，为从个体轨迹

中挖掘丰富的活动信息奠定了坚实的基础。但

由于本文数据获取难度较大，许多研究无法获取

用户历史活动时空信息。另外，本文对于出行目

的识别准确率的验证存在一定的局限性，后续将

进一步收集用户完整的活动链验证识别结果的

准确率。
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